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Regeln (1): Aufgabe, Umsetzung und Termin

Identifizierung eines typischen Problems, denen ein DAV-Mitglied oder
eine Person in der Versicherungswirtschaft gegentbersteht, und

Aufgabe Erstellung einer L6sung unter Anwendung von Methoden des Maschinellen
Lernens sowie von interpretationsunterstiitzenden Techniken auf
praktische, neuartige und lehrreiche Weise

« Die Analyse muss in R oder Python verfasst sein

« Erlauterungen in Textform (Deutsch oder Englisch)
« Einreichung als Jupyter-Notebook (max. 20 MB)
« Verwendung eines offentlichen Datensatzes

« Aus der Analyse darf kein Rickschluss auf die
Teilnehmer maoglich sein

Umsetzung

Einsendung an ads@aktuar.de ab 01.06.2022 bis 31.08.2022 mit Angabe
von Namen, Privat- und email-Adressen, Telefonnummer (Kontaktperson)



mailto:ads@aktuar.de
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Regeln (2): Teilnahme, Bewertung und Preise

Teilnahmeberechtigt sind DAV-Mitglieder sowie in die Aktuarausbildung
eingeschriebene Interessent*innen
Teilnahme einzeln oder in einer Gruppe von max. 5 Personen
* Pro Gruppe kann nur eine Analyse eingereicht werden
+ Mitglieder einer Gruppe kénnen zusatzlich je eine einzelne Analyse
einreichen (Analyse muss substantiell verschieden sein)

Teilnahme

Die Bewertung erfolgt durch eine vom Ausschuss ADS ernannte Jury, die
anhand der Kriterien Originalitat, Zuganglichkeit und Relevanz blind bewertet

Gewinner des Einzelwettbewerbs: Teilnahme an max. 99
Bewertung Gewinner des Gruppenwettbewerbs: Teilnahme an einem DAA-Webinar

und Preise

Die Gewinner werden spatestens am 20. Oktober 2022 benachrichtigt

Die Preistrager*innen erhalten zudem die Mdglichkeiten ihre Analysen in der
Fachgruppe ADS im Rahmen der Herbsttagung vorzustellen
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Ruckschau: Challenge 2020 (ohne Interpretationsfokus)

Sieger Einzelteilnahme:
Notebook 001 (Betrugser-
kennung) von Lukas Nolte

Bei diesem Python-Notebook zum
Thema Betrugserkennung handelt es sich
um eine sehr gut beschriebene und lehr-
reiche Analyse mit klarem Anwendungs-
bezug. Zunachst wird der Datensatz
detailliert untersucht, Auffalligkeiten
nachgegangen und die Datenqualitit
kritisch hinterfragt und bewertet. Darauf
folgt die pradiktive Modellierung auf
Basis der Python-Bibliotheken Scikit
Learn und Keras sowie die Interpretation
und Bewertung der erzielten Ergebnisse.
Auf Basis der ausgewdhlten Methoden
»Random Forest” und , neuronales Netz*
werden abschlieflend finanzielle Aspekte
der damit ermdoglichten automatisierten
Betrugserkennung beleuchtet.

Sieger Gruppenteilnahme:
Notebook 002 (SOA,
GLTD) von Melanie
Wahlers und Dr. Johannes
Hollad

Bei diesem Python-Notebook zum
Thema Berufsunfdhigkeit wird ein
sehr gut verstindlicher Uberblick
tiber zahlreiche relevante Methoden
des Maschinellen Lernens gegeben.
Dabei wird eine in R vorliegende
Untersuchung der SOA in Python
tibertragen und dabei methodisch
um neuronale Netze erweitert
sowie um ein Hyperparametertu-
ning ergdnzt. Die dabei erzielten
Ergebnisse werden mit den mit R
erzielten Ergebnissen verglichen und
bewertet.

Artikel in , Der Aktuar"
4/2020 (mit Interview)

https://aktuar.de/Dateien extern/DAV/ADS/DerAktuar

42020 Data_ Science Challenge.pdf

Zwei Vortrage bei der
Herbsttagung der DAV

Pressemitteilung der DAV

https://aktuar.de/politik-und-
presse/pressemeldungen/Pressemitteilungen/2020 11
11 Data-Science-Challenge final.pdf

Sieger-Notebooks auf
GitHub

https://github.com/DeutscheAktuarvereinigung



https://aktuar.de/Dateien_extern/DAV/ADS/DerAktuar42020_Data_Science_Challenge.pdf
https://aktuar.de/politik-und-presse/pressemeldungen/Pressemitteilungen/2020_11_11_Data-Science-Challenge_final.pdf
https://github.com/DeutscheAktuarvereinigung
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Regeln (3): Erganzungen 2022

Schwerpunktthema 2022 ist das automatisierte maschinelle Lernen (AutoML).
Dabei sollen zusatzlich zu einer selbst erstellten Losung skriptgesteuerte
(notebook-geeignete) AutoML-Tools verwendet und verglichen werden.
Interpretierbarkeit (Thema 2021) bleibt wichtig. Beispielhafte Fragen:

« Wie leistungsfahig sind AutoML-Tools?

« Wie interpretierbar sind die Modelle?

« Was sind die Vor- und Nachteile?

Thematische
Erganzung

Es sollen 6ffentlich verfigbare tabulare Daten mit mindestens 100.000
Datensatzen (z.B. Kunden, Schaden) verwendet werden

Die Daten sollen nicht bereits bei einer pramierten Analyse einer
vorangegangenen Data Science Challenge (DAV) verwendet worden sein

Regelwerk Die vollstandigen 2022er-Teilnahmebedingungen stehen bereit unter
https://aktuar.de/unsere-themen/big-data/data-science-challenge/Documents/Regeln Data Science Challenge 2022 DAV.pdf


https://aktuar.de/unsere-themen/big-data/data-science-challenge/Documents/Regeln_Data_Science_Challenge_2022_DAV.pdf
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2. AutoML-Tools: Leistungsumfang
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Automatisiertes Maschinelles Lernen (AutoML) kann das maschinelle Lernen durch
Automatisierung der folgenden Prozessschritte vereinfachen:

= Datenaufbereitung

» Feature-Engineering

= Auswahl der ML-Algorithmen

= Modellauswahl

= Hyperparameter-Optimierung

= Ergebnisanalyse/-visualisierung

= Deployment

Ziel: ML zuganglicher machen und Effizienz

Beispiel:

Automated by TPOT » .. YOur

Foature Data Science Assistant”

Selection

Feature
Prepracessing Selection

Parameter

Data Cleaning Optimization

Quelle: https://github.com/EpistasisLab/tpot

erhohen Siehe auch https://www.automl.org/



https://github.com/EpistasisLab/tpot
https://www.automl.org/
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AutoML-Tools: Uberblick

Im Fokus: Skriptgesteuerte (notebook-geeignete, open source) AutoML-Tools wie

» Auto-sklearn, https://github.com/automl/auto-sklearn

» AutoGluon, https://auto.gluon.ai/stable/index.html

= EvalML, https://evalml.alteryx.com/en/stable/

» FLAML, https://microsoft.github.io/FLAML/

= H20 AutoML, https://docs.h20.ai/h20/latest-stable/h20-docs/automl.html

= |lightAutoML, https://lightautoml.readthedocs.io/en/latest/index.htmi

» MLJAR, https://mljar.com/automl/

= TPOT, https://github.com/EpistasisLab/tpot

Anmerkung zur Installation: Meist werden zahlreiche weitere ML-Packages mit-
installiert und es sind Versionskonflikte mit bereits installierten Versionen zu l6sen



https://github.com/automl/auto-sklearn
https://auto.gluon.ai/stable/index.html
https://evalml.alteryx.com/en/stable/
https://microsoft.github.io/FLAML/
https://docs.h2o.ai/h2o/latest-stable/h2o-docs/automl.html
https://lightautoml.readthedocs.io/en/latest/index.html
https://mljar.com/automl/
https://github.com/EpistasisLab/tpot
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2. AutoML-Tools: Minimalbeispiel zu auto-sklearn

auto-sklearn in one image

AutoML
system

Bayesian optimizer

data pre- feature —
o o Hclassifier
processor Preprocessor

{xlrm‘m Ytraim

Xteat:tc} — «‘I;'test

—_—

auto-sklearn in four lines of code

import autosklearn.classification
cls = autosklearn.classification.AutoSklearnClassifier()

cls.fit(X_train, y_train)
predictions = cls.predict{X_ test)

Quelle: https://qgithub.com/automl/auto-sklearn
Anmerkung: I.d.R. ist deutlich mehr Code erforderlich, siehe folgende Beispiele



https://github.com/automl/auto-sklearn
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AutoML-Tools: Notebooks mit Bezug zur Branche

Anwendung einiger Auto-ML Tools am Beispiel Schadenprognose:

» https://www.kaggle.com/code/rohanrao/automl-tutorial-tps-september-2021/notebook * AutoGluon
« EvalML

« FLAML

« H20 AutoML
s LightAutoML
« MLJAR

e TPOT

Automated Machine Learning (AutoML) has become widely adopted for building, experimenting and
productionizing various types of machine learning models across business use-cases.

There are different open source solutions available and this notebook explores a simple baseline solution for
some of them on the Kaggle TPS (September 2021) competition.

e Erfolgreiche Lésung (Top 20%) mit AutoGluon und einiger Rechenzeit (5h GPU):
https://www.kaggle.com/code/lucamassaron/autogluon-for-tabular-playground-sep-2021

Prognosewettbewerb ,, Actuarial Loss Prediction (2021): AutoML-L6sungen

= 7. Platz mit H20 AutoML (und einiger eigener Programmierung):
https://www.kaggle.com/competitions/actuarial-loss-estimation/discussion/232683

= Beispiel mit LightAutoML.:

https://www.kaggle.com/code/alexryzhkov/lightautoml-starter



https://www.kaggle.com/code/rohanrao/automl-tutorial-tps-september-2021/notebook
https://www.kaggle.com/code/lucamassaron/autogluon-for-tabular-playground-sep-2021
https://www.kaggle.com/competitions/actuarial-loss-estimation/discussion/232683
https://www.kaggle.com/code/alexryzhkov/lightautoml-starter
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AutoML-Tools: Weitere interessante Notebooks

Parul Pandey (2021), ,The Emergence of AutoML: An analysis of the 2020 Kaggle

ML and DS Survey for the adoption of Automated Machine Learning in the industry”,
https://www.kaggle.com/code/parulpandey/the-emergence-of-automl

n

Uberlebensprognose: ,We are going to try the following === model_name accuracy

AutoML libraries and train an XGBoost as a baseline”, 0 autogluon 0.868182
https://www.kaggle.com/code/bouweceunen/automl-comparison-titanic- 1  tpot 0.850000
dataset 2  mijar-supervised = 0.845455
,Building a Fraud Prediction Model with EvalML”, 3| H20auloML | 0.840909
https://evalml.alteryx.com/en/stable/demos/fraud.html 4  autosklearn EES6564

. . 5 autokeras 0.836364
Hauspreisprogose mit AutoGluon: 6 hyperopt 0.831818
https://www.kaggle.com/code/utopiazh/home-data-autogluon/notebook 7 xgboost 0.822797

. Anmerkung: Uber 5h GPU-
Anmerkung: Rechenzeit fiir einen sehr

I.d.R. kann in AutoML-Tools ein Rechenzeitlimit gesetzt werden kleinen Datensatz



https://www.kaggle.com/code/parulpandey/the-emergence-of-automl
https://www.kaggle.com/code/bouweceunen/automl-comparison-titanic-dataset
https://evalml.alteryx.com/en/stable/demos/fraud.html
https://www.kaggle.com/code/utopiazh/home-data-autogluon/notebook
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AutoML-Tools: Interessante Artikel und Vergleiche

Feurer et al. (2015, Auto-sklearn), ,Efficient and Robust Automated Machine Learning",
https://papers.nips.cc/paper/2015/file/11d0e6287202fced83f79975ec59a3a6-Paper. pdf

Olson et al. (2016, TPOT), ,Evaluation of a Tree-based Pipeline Optimization Tool for
Automating Data Science", https://arxiv.org/abs/1603.06212

Erickson et al. (2020), ,,AutoGluon-Tabular: Robust and Accurate AutoML for Structured Data",

und Shi et al. (2021), ,Benchmarking Multimodal AutoML for Tabular Data with Text Fields",
https://arxiv.org/abs/2003.06505 bzw. https://arxiv.org/abs/2111.02705

Piotr Ptonski (2021, MLJAR), ,,Compare popular AutoML frameworks on 10 tabular Kaggle

competitions", https://towardsdatascience.com/compare-popular-automl-frameworks-on-10-tabular-
kaggle-competitions-9b1420e8942d

Vakhrushev et al. (2021), , LightAutoML: AutoML Solution for a Large Financial Services
Ecosystem", https://arxiv.org/abs/2109.01528

Wang et al. (2021), ,FLAML: A Fast and Lightweight AutoML Library",
https:.//arxiv.org/abs/1911.04706

Zoller et al. (2022), XAutoML: ,A Visual Analytics Tool for Establishing Trust in Automated
Machine Learning", https://arxiv.org/abs/2202.11954



https://papers.nips.cc/paper/2015/file/11d0e6287202fced83f79975ec59a3a6-Paper.pdf
https://arxiv.org/abs/1603.06212
https://arxiv.org/abs/2003.06505
https://arxiv.org/abs/2111.02705
https://towardsdatascience.com/compare-popular-automl-frameworks-on-10-tabular-kaggle-competitions-9b1420e8942d
https://arxiv.org/abs/2109.01528
https://arxiv.org/abs/1911.04706
https://arxiv.org/abs/2202.11954
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3. Explainable AI in Industry Tutorial (WWW 2020)

Model Form | Intelligibility | Accuracy | ;‘_ e WER | TAIPE
Linear Model y=Po+ Piz1 + ... + PnZn ++t + == conrerence | 2020
Generalized Linear Model | g(y) = Bo + Biz1 + ... + Bnn +++ + Explalnable Al in |ndustry
Additive Model y= fi(z1)+ ...+ fn(zn) RS R .
Generalized Additive Model | g(y) = fi(z1) + ... + fn(2n) o - Kiitr e, Sab o G
Full Complexity Model Y= f(xl, i zn) o focfs Krishnaram KeAr:‘t:er?;; Varun Mithal,

9 Videos von Lead Data Scientists

. . . . . on LinkedIn, AWS, Fiddle
https://sites.google.com/view/explainable-ai-tutorial v ' ! r

1. Introduction & Motivation
. . . ° Can | trust our Al

2. Overview of Explainable AI Techniques o B

- = . . . N - xi/ > How do | answer this
3. Individual Prediction Explanations = - Y e S
4. Global Explanations W e BT
5. bis 8.: Case Studies i ) :.ln thatcanbebulty
9. Conclusion © 2P s

Internal Audit, Regulators



https://sites.google.com/view/explainable-ai-tutorial
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Interpretability Cheat-Sheet

Winners of the FICO
Recognition Award 2018:
»We Didn't Explain the Black
Box — We Replaced it with an

Model
. already

4

Interpretable Model i
https://community.fico.com/s/blog- simpler
post/a5Q2E0000001czyUAA/fico1670 model

=> Black Box Modelle
verwenden weil man
sie braucht - nicht
weil man sie kann!

explaining

one
predictipoy

\}U\[x'|—‘hlw'\\
(intrinsic)
interpretability

/

Source:
https://github.com/csinva/csinva.github.io/
blob/master/ notes/cheat sheets/interp.pdf

O

Post-hoc
dataset-level

interpretabilit
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- 2 B
interpretability
cheat-sheet

Y 0 View on github
Based on this interpretability review
and the sklearn cheat-sheet.
More in this book + these slides.

Summaries and links to code

RulcFit — automatically add features
extracted from a small tree to a linear
model

LIME: — linearly approximate a model at
a point

SHAP — find relative contributions of
fi oap
ACD — hierarchical feature importances
for a DNN prediction

SIS

Text — DNN generates text to explain a
DNN's prediction (sometimes not
faithful)

Permutation importance — permute a
feature and see how it affects the model

ALL — perturb feature value of nearby
points and see how outputs change

—

PDP ICE — vary feature value of all
points and see how outputs change
TCAV - see if rep of
certain points learned by DNNs are

linearly separable
Influence functions — find points which
highly influence a learned model



https://github.com/csinva/csinva.github.io/blob/master/_notes/cheat_sheets/interp.pdf
https://community.fico.com/s/blog-post/a5Q2E0000001czyUAA/fico1670
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Literaturtipp: ,Interpretable Machine Learning”

Interpretable
Machine Learning

A Guide for Making
Black Box Models Explainable

& A e

¢
foee, o5 - Rl
o g N, )

&

P

MR :b.;\:l"ll

@ChristophMolnar

5 Model-Agnostic Methods
5.1 Partial Dependence Plot (PDP)
5.2 Individual Conditional Expecta...
5.3 Accumulated Local Effects (A...
5.4 Feature Interaction
5.5 Permutation Feature Importance
5.6 Global Surrogate
5.7 Local Surrogate (LIME)
5.8 Scoped Rules (Anchors)
5.9 Shapley Values

5.10 SHAP (SHapley Additive exP...

https://christophm.github.io/interpretable-ml-book/

©
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Limitations of
Interpretable Machine Learning

Student Seminar | Comp istics | LMU 2019

Authors:

Thomas Altmann
Jakob Bodensteiner
Cord Dankers

Thommy Dassen
Nikolas Fritz
Sebastian Gruber

Supervisors:
Christoph Molnar
Giuseppe Casalicchio
Gunnar Kénig

Florian Pfisterer
Christian Scholbeck
Bernd Bischl

Philipp Kopper
Veronika Kronseder
Moritz Wagner
Emanuel Renkl

Source: https://compstat-
Imu.qgithub.io/iml_methods_limitations/



https://christophm.github.io/interpretable-ml-book/
https://compstat-lmu.github.io/iml_methods_limitations/
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Beispiel zu LIME und SHAP
"Titanic on the ROCks with a LIME” Actuarial Loss Prediction (21Q1): Tabular Data & Text
https://www.kaggle.com/countryboy/titanic-on-the-rocks-with-a-lime https://www.kaggle.com/floser/workers-compensation-explore-and-predict

# explaining the ultimate costs (log=scale): 3. Dataset

Case: 896 Case: 897 .
shap.force_plot(explainer.expected_value, shap_values[2:3], X_test[2:3
Label: Survive Label: Not_Survive i 2 (a8 B & [ ] [ )
Probability: 0.53 Probability: 0.99
Sex = female _ Sex = male _ higher = lower
Title = Mrs ) T(x)
1 < Family_ Member Count <=2 [l Title = Mr - 1.406e+4 4064 936 4 2023021692454
Poiass =3 [l poass=3 [} I N
0 ¢ SibSp <=0 |
7.91 < Fare <= 14.45 . Age =57 InitialincurredCalimsCost = 2e+4 CD_FINGER =1 ' ClaimM
7.91 < Fare <= 14.45
Parent = Mother l Embarked = § I
Embarked = § [ | Parent = Not Parent I # explaining the ultimate costs (10g-scale): 4. Dataset
21<Age¢=28 | shap.force_plot(explainer.expected_value, shap_values[3:4], X_test[3:4])
0<¢Parch<¢=0 | Age <= 21 I
0.1 00 0.1 02 03 00 01 02 03
higher = lower
Case: 898 Case: 899 1x) . alue )
Label: Survive Label: Not_Survive -4,064 662.62 5,936 094e 1594e+4 2.094e+4
Probability: 0.68 Probability: 0.97 h __{ ({{{((
Sex = female _ Sex=male I InttialincurredCalimsCost = 350 | CD_LACERAT_= 1 ClalmNumberint = 5.502e+6 | CD_BACK =0
_ oe-w
Title = Miss - 0< SibSp <=0 -
Pclass = 3 . 1 ¢ Family_Member_Count ¢= 2 -
Fare <=7.91 . Embarked = S l
) Pelass=2 || Shapley values are unigue under four simple axioms  Source: Explainable Al Tutorial (S.14)
Parent = Not Parent I Parent = Father I
28 ¢ Age <= 38 I 21 ¢ Age<=28 | e Dummy: If a player never contributes to the game then it must receive zero attribution
0< Parch <=0 |
Embarked = Q I 14.45 < Fare <= 31.00 | o Efficiency: Attributions must add to the total gain
0.1 0.0 0.1 02 03 -0.1 00 0.1 0.2 03
Weidht e Symmetry: Symmetric players must receive equal attribution
eig

e Linearity: Attribution for the (weighted) sum of two games must be the same as the
I s-vvons [l convadicts (weighted) sum of the attributions for each of the games



https://www.kaggle.com/countryboy/titanic-on-the-rocks-with-a-lime
https://www.kaggle.com/floser/workers-compensation-explore-and-predict
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Weitere und Tutorials

= ADS-Tutorial 8: “Peeking into the Black Box: An Actuarial Case Study for
Interpretable Machine Learning" & flashlight (R)

https://www.actuarialdatascience.org/ADS-Tutorials/

= Explainable ML: SHAP vs. LIME

https://www.actuaries.digital/2021/02/05/explainab
le-ml-a-peek-into-the-black-box-through-shap/

= Kaggle-Learn: ,Explainability"
https://www.kaggle.com/learn/machine-learning-
explainability

= DALEX: Stroke Analysis

https://rpubs.com/friesewoudloper/DALEX

Tt w1 ™ ] 1 Eiaple-tasiiy Grtacesd
1o

= Sira of QATRGE W8 B3UEIE Reat = e N e
= Sha paSh (inkl. LIME & SHAP): — - i m S R i_ T
https://shapash.readthedocs.io/en/latest/index.html - B~ ' ’ e
Hersteller: MAIF (Mutuelle assurance des T A " g

Featureis) to mask

instituteurs de France) -



https://www.actuarialdatascience.org/ADS-Tutorials/
https://www.actuaries.digital/2021/02/05/explainable-ml-a-peek-into-the-black-box-through-shap/
https://www.kaggle.com/learn/machine-learning-explainability
https://rpubs.com/friesewoudloper/DALEX
https://shapash.readthedocs.io/en/latest/index.html
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4. Data Science mit R und Python: Literatur und Links

R: Python:
= Introduction to Statistical Learning" = ,Numerisches Python: Arbeiten mit
http://faculty.marshall.usc.edu/gareth-james/ISL/ (free) NumPy Matplotllb und Pandas“

https://www.python-
kurs.eu/numerisches_programmieren_in_Python.php

. . . = ,Hands-On Machine Learning" (2.ed)
" nR for Data Science" <- tldyverse https://github.com/ageron/handson-mi2 (notebooks)

https://r4ds.had.co.nz/ (free)

= R Programming for Data Science"

https://bookdown.org/rdpeng/rprogdatascience/ (free)

_ _ _ _ = ,Python Data Science Handbook™
. ,,T|dy Modellng with R" <- tldymodels https://jakevdp.github.io/PythonDataScienceHandbook/ (free)

https://www.tmwr.org/ (new & free) . Python fOF SAS Users”

Prognosemodelle: Top-Tools flir R und Python
« Gradient Boosting: XGBoost, lightGBM, CatBoost

https://www.actuaries.org.uk/news-and-insights/news/article-fitting-data-xgboost

 Neuronale Netze: Keras & Tensorflow (R bendtigt Python Installation)

https://github.com/jjallaire/deep-learning-with-r-notebooks bzw. https://github.com/fchollet/deep-learning-with-python-notebooks



http://faculty.marshall.usc.edu/gareth-james/ISL/
https://bookdown.org/rdpeng/rprogdatascience/
https://r4ds.had.co.nz/
https://www.tmwr.org/
https://www.python-kurs.eu/numerisches_programmieren_in_Python.php
https://github.com/ageron/handson-ml2
https://jakevdp.github.io/PythonDataScienceHandbook/
https://www.actuaries.org.uk/news-and-insights/news/article-fitting-data-xgboost
https://github.com/jjallaire/deep-learning-with-r-notebooks
https://github.com/fchollet/deep-learning-with-python-notebooks
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5. Jupyter Notebook: Grundlagen

Jupyter Notebook (IN) ist eine web- http://localhost:8888/tree
browser basierte Programmierumgebung:

~ Jupyter Qut | Logout
« Ein JN kann Code mit Ergebnis sowie
Text-Elemente (+Bilder & Formeln) und

Files Running Clusters

Select items to perform actions on them.

Gliederungselemente enthalten [ B0
Clo |~ [eai MAme* b thon 3 i
« Jupyter unterstiutzt (mindestens) die 0 O_psmey o103 R
Sprachen Julia, Python und R = o -
H H = H pplication Data Folder
« Jupyter ist eine sprachunabhangige l .
Verallgemeinerung von IPython, daher ~ Jupyter Uniited1 A
auch die Dateiendung .ipynb ~jupyter Untitied2 R s
= Menu Trusted |
. Jupyter, R und Python (samt ML- : =

B+ = & B 4 4+ MRun B C W Code v =

Bibliotheken wie Scikit-Learn) sind
Teil der Anaconda-Distribution: s

https://www.anaconda.com/distribution/ prans(fieie tertan

[1] "Hello World"



https://www.anaconda.com/distribution/

GLM, Neural Network and Gradient
Boosting for Insurance Pricing, Part
1: Claim Frequency

by Daniel Konig and Friedrich Loser, April 14th, 2020

What are the benefits of neural networks for motor tariffing? To answer
this question, claim frequencies are modeled and predicted for a large
French motor third party liability insurance portfolio. In a first classical
approach generalized linear models (GLM) as well as their mixed model
cousin (GLMM) are used. Then this approach is extended to deep
artificial neural networks and the novel combined actuarial neural net
(CAMNM) is used in the implementation of Schelldorfer and Wathrich
(2019). Subseguently decision-tree-based model ensembles (eXtreme
Gradient Boosting, "XGBoost") are applied and the models examined. In
addition, gquestions of tariff structures and model stability are regarded
and cross-validation is carried out. It is shown that deep neural networks
as well as decision tree based model ensembles can be used at least
for the improvement of classical models. Furthermore, XGBoost models
prove to be the superior forecasting models, taking into account the
tariff system.

MRun B C W Markdown bed

B + 8 ¢ B 4+ ¥

## Table of Contents

[Data Exploration and Preparations] (#chl)
[Classics: Generalized Linear Models (GLM)] (#ch2)
[Classics, Mixed: GIM and GLMM] (#ch3)

[Machine learning improved GLMs] (#chd)

[Cross Validation and Boxplots] (#ch3)

[Deep Learning Approach with Embeddings and the
"'CAN'N"'] (#che)

7. [Gradient Boosting Bpproach with XGBoost] (#chT7)
B. [Model Comparison, Constraints and BonusMalus
Demotion] (#ch8)

9. [Results and Summary] [*CJQ]‘

ot W
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Elemente eines Jupyter Notebooks:

1.2 A glimpse on exposures and claim
frequencies

To get a first impression of claim frequencies, important features and
their interactions, we start our analysis with a small binary decision tree
of depth 3.

In [2]:

library(rpart) # "Recursive partiti

tree <«- rpart(ckbind(Exposure,ClaimNb) ~ Area + VehPower +
+ BonusMalus + VehBrand + VehGas + Density -
method="poiszon", control=rpart.control (max(

g for classificatiy

# complexity-parameter cp is used to control ti
< >
In [3]:

library(repr) # Scale plot size:
options (repr.plot.width=12, repr.plot.height = T7)

library (rpart.plot)
rpart.plot (tree) # display decision tree

Zum Ausprobieren: https://www.kaggle.com/floser/glm-neural-nets-and-xgboost-for-insurance-pricing

Beispiel

DGVFM DAV
DEUTSCHE GESELLSCHAFT
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9. Results and Summary

In the following diagram. all classical models and XGBoost models that
meet the monotony criterion under consideration are listed once again.
To demonstrate stability, the analysis is repeated with other sample
compositions (seed=100).

<img src="https://i.postimg.cc/kGxj1hZJ/CV-RESc-Tmp—
order-seed100.jpg" width="800">

I_.

= GLM:ZiEI'mpmvementrlndea: =
In summary, it can be staied that in the data set examined here, the
XGBoost models prove to be the superior forecasting models, even
taking into account the tariff system. To ensure interpretability, the
feature importance, the tree depth and cover as well as the "SHAP
contribution dependency plots” based on game theory were examined
for the partly extensive gradient boosting models.

On our journey through the world of machine learning methods, we
curiously started with deep learning and ended with powerful gradient
boosting.

References:



https://www.kaggle.com/floser/glm-neural-nets-and-xgboost-for-insurance-pricing
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Jupyter Notebooks: Links, Installation R-Kernel

« Kurzer Erklarfilm (4%): , Einfihrung Fir R-User: Installation des R Kernel
in die Jupyter Notebooks - Python" .
https://www.youtube.com/watch?v=tpLk-FCIKHI 1. Anaconda Terminal starten

« ,What is the Jupyter Notebook?” 2. Ins Verzeichnis von R.exe wechseln:
https://jupyter-notebook-beginner- . )
guide.readthedocs.io/en/latest/what_is_jupyter.html Z.B. cad c: \Program Files\R\R-3.6.1\bin\x64

« ,Jupyter Notebook Tutorial: The 3. R.exe starten, Package IRkernel
Definitive Guide” - installieren und installspec() ausfuhren:
Egtpesk;/é\(/)vl\(/vw.datacamp.com/communltv/tutorlals/tutorlal—|upvter— > install . paCkageS ( v IRkernel Y )

o > TRkernel::installspec ()

* Beispiele

a) https://github.com/jupyter/jupyter/wiki/A-gallery-of-interesting-

Jupyter-Notebooks , b) https://jupyter- .

notebook.readthedocs.io/en/stable/examples/Notebook/examples_ind Anleitung:

ex.html (u.a. Formeln) https://projectosyo.wixsite.com/datadoubleconfirm/single-

post/2019/09/15/Installing-R-kernel-in-Jupyter

 Website https://jupyter.org/
(u.a. NBViewer)

,Nicht gleich loslegen, es gibt Alternativen™



https://www.youtube.com/watch?v=tpLk-FC9kHI
https://jupyter-notebook-beginner-guide.readthedocs.io/en/latest/what_is_jupyter.html
https://www.datacamp.com/community/tutorials/tutorial-jupyter-notebook
https://github.com/jupyter/jupyter/wiki/A-gallery-of-interesting-Jupyter-Notebooks
https://jupyter-notebook.readthedocs.io/en/stable/examples/Notebook/examples_index.html
https://jupyter.org/
https://projectosyo.wixsite.com/datadoubleconfirm/single-post/2019/09/15/Installing-R-kernel-in-Jupyter
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6. Lokales Arbeiten vs. Cloud Computing mit Kaggle

DAV

DEUTSCHE
AKTUARVEREINIGUNG e.V.

Lokales Arbeiten:

Software und Bibliotheken installieren
Datensatze herunterladen
Rechenpower organisieren

Teamarbeit umstandlich

Kaggle (flr Nutzer kostenlos):

v Alles Wesentliche bereits vorinstalliert

v' Direkter Zugriff auf >10.000 Datensatze
und >100.000 Notebooks (R & Python)

v" Cloudcomputing incl. GPU & TPU
v Arbeiten als Team sehr einfach

https://www.kaggle.com/floser/dav-data-science-challenge-2020-test-notebook

# DAV Data Science Challenge 2020: Test-Notebook

library(ChainLadder)

m <- MackChainLadder(MW2014, est.sigma="Mack")

plot(m)
CDR(m)

write.csv2(data.frame(CDR(m)), "CDR_MACK.csv")



https://www.kaggle.com/floser/dav-data-science-challenge-2020-test-notebook
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7. Daten zu Unfallen, Erkrankungen und Lebensumstanden

Actuarial Loss Prediction (20Q1): Tabular Data & Text

»This dataset includes 90,000 realistic, synthetically generated worker compensation insurance policies,
all of which have had an accident. For each record there is demographic and worker related information,
as well as a text description of the accident.™ https://www.kaggle.com/c/actuarial-loss-estimation/data

Neu: Variante mit 100.000 Datensatzen: https://www.openml.org/d/42876
siehe Case Study 11 (SAV), https://actuarialdatascience.org/ADS-Tutorials/

~Diabetes 130-US hospitals for years 1999-2008 Data Set"

Enthalt u.a. Diagnosen, Arzneimittel und Laborwerte fir 100.000 Krankenhausfalle

z.B. zur Modellierung der Wiedereinweisungswahrscheinlichkeit
https://archive.ics.uci.edu/ml/datasets/diabetes+130-us+hospitals+for+years+1999-2008

US-amerikanische offentliche Datenquellen:

= National Health and Nutrition Examination Survey (NHANES)
https://wwwn.cdc.gov/nchs/nhanes/Default.aspx

= Healthdata.gov: “claim-level Medicare data, epidemiology, and population statistics”.

= data.gov: “data, tools, and resources to conduct research, develop web and mobile applications, design data visualizations”



https://www.kaggle.com/c/actuarial-loss-estimation/data
https://www.openml.org/d/42876
https://actuarialdatascience.org/ADS-Tutorials/
https://archive.ics.uci.edu/ml/datasets/diabetes+130-us+hospitals+for+years+1999-2008
https://wwwn.cdc.gov/nchs/nhanes/Default.aspx
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Lebensversicherung

Human Mortality Database: https://www.mortality.org

« Bestand, Todesfalle und Sterberaten in langen Zeitreihen flr Gber 38 Lander

Aktuelle Veroéffentlichungen:
* ,A Neural Network Extension of the Lee-Carter Model to Multiple Populations”
https://papers.ssrn.com/sol3/papers.cfm?abstract id=3270877

+ Case Study 6: ,Lee and Carter go Machine Learning: Recurrent Neural Networks”
https://www.actuarialdatascience.org/ADS-Tutorials/

« ADS-Anwendungsfall 3: ,Neuronale Netze treffen auf Mortalitatsprognose"
https://aktuar.de/unsere-themen/big-data/anwendungsfaelle/Seiten/anwendungsfall3.aspx

Post-Level Term Lapse and Mortality:
Umfangreiche Kindigungsdaten fur Vertrage mit 10 und 15-jahriger Laufzeit

« ,SOA 2014 Post Level Term Lapse & Mortality Report”

https://www.soa.org/resources/experience-studies/2014/research-2014-post-level-shock/

« ,Deep Learning Applications: Policyholder Behavior Modeling and Beyond”
https://kevinykuo.com/talk/2018/10/soa-annual/



https://www.mortality.org/
https://papers.ssrn.com/sol3/papers.cfm?abstract_id=3270877
https://www.actuarialdatascience.org/ADS-Tutorials/
https://aktuar.de/unsere-themen/big-data/anwendungsfaelle/Seiten/anwendungsfall3.aspx
https://www.soa.org/resources/experience-studies/2014/research-2014-post-level-shock/
https://kevinykuo.com/talk/2018/10/soa-annual/
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Schadenreservierung auf Basis von Individualdaten

R-package simulationmachine: “"Synthesizing Individual Claims Data”
Datenbasis: 10 Mio Schaden der Schweizer Unfallversicherung (SUVA)
zwischen 1994 und 2005

https://blog.kasa.ai/posts/simulation-machine/

Notebook:
= “Claims Reserving, Neural Nets and Payout Attention: The Multiple NNDODP”

https://www.kaggle.com/code/floser/claims-reserving-neural-nets-and-payout-attention

R-package SynthETIC:
“A Simulator of Synthetic Experience Tracking Insurance Claims”
https://blog.kasa.ai/posts/synthetic/ (Sept. 2020)



https://blog.kasa.ai/posts/simulation-machine/
https://www.kaggle.com/code/floser/claims-reserving-neural-nets-and-payout-attention
https://blog.kasa.ai/posts/synthetic/
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Binare Klassifikation am Beispiel KFZ-Schadenprognose

~GrofBer" Datensatz: Kaggle-Wettbewerb ,Porto Seguro™, 2017
Jtrain.csv™: 595.212 Datensatze mit 59 Merkmalen inkl. Target

Daten: https://www.kaggle.com/c/porto-seguro-safe-driver-prediction/data ,
Gewinner: https://www.kaggle.com/c/porto-sequro-safe-driver-prediction/discussion/44629

Notebooks: Highlights
= Erfolgsmodell (Kopie): Aufbereitung und Modellierung der 2.Plazierten

https://www.kaggle.com/floser/study-2nd-place-lightgbm-solution

= ADS-Tutorial 4 (Kopie): Umfassende Datenanalyse und Modellierung
https://www.kaggle.com/floser/ads-t4-boosting-claims-predictions (AdaBoost & XGBoost, 2019)

= ... und Uber 100 weitere, teils exzellente Notebooks wie das von
~gpreda“: Vollstandiger Ablauf von EDA bis lightGBM-Stack incl. Tuning

https://www.kaggle.com/gpreda/porto-sequro-exploratory-analysis-and-prediction



https://www.kaggle.com/c/porto-seguro-safe-driver-prediction/data
https://www.kaggle.com/c/porto-seguro-safe-driver-prediction/discussion/44629
https://www.kaggle.com/floser/study-2nd-place-lightgbm-solution
https://www.kaggle.com/floser/ads-t4-boosting-claims-predictions
https://www.kaggle.com/gpreda/porto-seguro-exploratory-analysis-and-prediction
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Weitere Schadenversicherungsdatensatze

~Allstate Claims Severity" (Auto): Wettbewerb 2016

o train.csv': 188.318 Schaden mit Hohe und 130 erklarenden Merkmalen
Daten & Skripte: https://www.kaggle.com/c/allstate-claims-severity/
Gewinner 2.Platz: https://medium.com/kaggle-blog/allstate-claims-severity-competition-2nd-place-winners-interview-alexey-noskov-f4e4ce18fcfc

~French MTPL" (R-Package CASdatasets)

a) Schadenhaufigkeit: freMTPLfreq2 (678.031 Policen, 9 ,sprechende" Merkmale)
« ADS-T3 (Kopie): Nesting Classical Actuarial Models into Neural Networks

https://www.kaggle.com/floser/nesting-poission-glms-into-nns

 GLM, Neural Nets and XGBoost for Insurance Pricing
https://www.kaggle.com/floser/glm-neural-nets-and-xgboost-for-insurance-pricing

b) Schadenhdhen: freMTPLsev2 (Achtung: Fehlende Schaden)

Feuerversicherung ,Liberty Mutual™: Wettbewerb 2014 (pre-Notebook)
« ,train.csv': 452 061 Vertrage, 1.188 Schaden, 300 Merkmale, u.a. Wetter

Daten: https://www.kaggle.com/c/liberty-mutual-fire-peril/data/
Bericht 6.Platz: http://www.casact.org/education/rpm/2015/handouts/Paper_3896_handout_2468_0.pdf (Over-Fitting)



https://www.kaggle.com/c/allstate-claims-severity/
https://medium.com/kaggle-blog/allstate-claims-severity-competition-2nd-place-winners-interview-alexey-noskov-f4e4ce18fcfc
https://www.kaggle.com/c/liberty-mutual-fire-peril/data
http://www.casact.org/education/rpm/2015/handouts/Paper_3896_handout_2468_0.pdf
https://www.kaggle.com/floser/nesting-poission-glms-into-nns
https://www.kaggle.com/floser/glm-neural-nets-and-xgboost-for-insurance-pricing
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Klassifikation am Beispiel Betrugserkennung

* ,Insurance_Claims: S
Auf GitHub und Kaggle gleietrmehrfach in Iei shaterschiedlichen Varianten zu ﬁnden, z.B. v Q"\/
hitpswww.Kaggle.com/roshansharma/insurance-claim (OCJ b"\/

Darauf aufbauende Notebooks: Highlights
- ,buntyshah": einfache Datenaufbereitung, Plots, lightGBM, AUC

https://www.kaggle.com/buntyshah/insurance-fraud-claims-detection

,rfoshansharma®: Interessante Graphiken & Ensembles, Explainer (SHAP)

https://www.kaggle.com/roshansharma/fraud-detection-in-insurance-claims/notebook

Bankdatensatz: ,Credit Card Fraud Detection"
* 492 frauds out of 284,807 transactions, 28 features

https://www.kaggle.com/mlg-ulb/creditcardfraud

Notebook: Daniel Falbel, "Predicting Fraud with Autoencoders and Keras"
https://blogs.rstudio.com/tensorflow/posts/2018-01-24-keras-fraud-autoencoder/ 31



https://www.kaggle.com/roshansharma/insurance-claim
https://www.kaggle.com/buntyshah/insurance-fraud-claims-detection
https://www.kaggle.com/roshansharma/fraud-detection-in-insurance-claims/notebook
https://www.kaggle.com/mlg-ulb/creditcardfraud
https://blogs.rstudio.com/tensorflow/posts/2018-01-24-keras-fraud-autoencoder/
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Berufsunfahigkeit: Reaktivierung

»Grou Disabilit =

Analysen, R-Codes und Berichte:

« ,Predicting Group Long Term Disability Recovery and Mortality Rates Using
Tree Models”, Bericht und Daten:

https://www.soa.org/resources/experience-studies/2017/2017-gltd-recovery-mortality-tree/

« ,Machine Learning Methods for Insurance Applications"

Bericht und R-Skripte mit Methodenvergleich (GLM, MARS, BART, Lasso, Tree, Random

Forest, XGBoost) und Hyperparametertuning
https://www.soa.org/resources/research-reports/2019/machine-learning-methods/



https://www.soa.org/resources/experience-studies/2017/2017-gltd-recovery-mortality-tree/
https://www.soa.org/resources/research-reports/2019/machine-learning-methods/

8. Anregungen
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. falls noch unschlissig:

Von anderen Branchen Ubertragen

Bestehende Notebooks ,uUbersetzen™ z.B. von R in Python und um
eigene Ideen erganzen

Bestehende Notebooks um AutoMl-Tools (und ggf. Interpretierbarkeit)
und eigene Ideen erganzen

Gut interpretierbare Alternativen zu GLMs ausprobieren (klassische
Statistik, GAM, GLMM) und mit ML-Methoden vergleichen

Einfach mal anfangen ...

Vielen Dank fur Ihr Interesse!




